
1 主成分分析

1.1 基础知识与符号约定

设有样本 x 和 y

1. 样本均值

x̄ =
1

n

n∑
i=1

xi

2. 样本方差, 这里和概率论中的定义不同, 但在本章讨论中是无关紧要的

s2 =
1

n

n∑
i=1

(xi − x̄)2

3. 样本 x 和 y 的协方差

Cov(x, y) = 1

n

n∑
i=1

(xi − x̄)(yi − ȳ)

4. 设有 p 个样本 x1, x2, . . . , xp, 记 sij 为 xi 与 xj 的协方差, 即

sij =
1

n
< xi − µi1, xj − µj1 >=

1

n
(xi − µi1)⊤(xj − µj1)

则有协方差矩阵

S = (sij)p×p =


s11 s12 · · · s1p

s21 s22 · · · s2p
...

... . . . ...
sp1 sp2 · · · spp



5. 设有 p 个样本 x1, x2, . . . , xp, 则记

X = (1, x1, x2, . . . , xp)

X0 = (x1 − µ11, x2 − µ21, . . . , xp − µp1)

结合协方差与协方差矩阵的定义, 我们有

S =

(
1

n
(xi − µi1)⊤(xj − µj1)

)
p×p
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即

S =
1

n
(x1−µ11, x2−µ21, . . . , xp−µp1)⊤(x1−µ11, x2−µ21, . . . , xp−µp1)

即
S =

1

n
X⊤

0 X0

这一方面印证了协方差矩阵是对称阵, 另一方面表明其特征值非负.

6. x 的标准化向量
x′ =

x − x̄1
∥x − x̄1∥

7. x 与 y 的相关系数
r(x, y) =< x′, y′ >

经过计算, 我们可以发现

r(x, y) = r(x + k11, y + k21)

即相关性 (或相关系数) 与加减 1 向量的倍数无关.

8. x 与 y 的夹角余弦
cos θ =

< x, y >

∥x∥∥y∥
根据相关系数的定义

r(x, y) =< x′, y′ > =<
x − x̄1

∥x − x̄1∥ ,
y − ȳ1

∥y − ȳ1∥ >

=
< x − x̄1, y − ȳ1 >

∥x − x̄1∥∥y − ȳ1∥
= cos γ

γ 为 x′ 与 y′ 的夹角, 与 θ 一般是不同的.

9. 设有 p 个样本 x1, x2, . . . , xp, 记 rij = r(xi, xj), 则有相关矩阵

R = (rij)p×p =


r11 r12 · · · r1p

r21 r22 · · · r2p
...

... . . . ...
rp1 rp2 · · · rpp


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1.2 主成分分析

1.2.1 概念

假定现有 n 个样本的 p 个属性 x1, x2, . . . , xp(xi 是 n 维的), 由于各个
属性之间的相关性, p 个属性间存在信息冗余.
现在的目标是通过正交变换, 得到 k(1 ≤ k < p) 个零均值的正交向量,

使得这些向量的方差的和最大 (最大信噪比), 正交的向量组能够方便的计算
坐标且无冗余信息.

1.2.2 计算方法

假设我们有有 n 个样本的 p 个属性, 构成矩阵

(x1, x2, . . . , xp) =


x11 x12 · · · x1p

x21 x22 · · · x2p

...
... . . . ...

xn1 xn2 · · · xnp


则主成分分析 (S 型) 步骤如下:

1. 求样本均值 x̄ = (µ1, µ2, . . . , µp) 和样本的协方差矩阵 S;

2. 求解特征方程 |λI − S| = 0, 得到 p 个降序的特征根 λ1, λ2, . . . , λp;

3. 求对应的各个特征向量 ω1, ω2, . . . , ωp,组成特征矩阵Λ = (ω1,ω2, . . . ,ωp);

4. 使用 Gram-Schmidt 正交化方法将 Λ 正交化, 并单位化得到 α =

(α1,α2, . . . ,αp). 在实际操作中, 由于单位正交化计算较为复杂, α 应
该是能通过观察特征矩阵 Λ 得到的;

5. 选取对应特征值较大的 k 个 αi, 得到 k 个主成分

fi = X0αi =

p∑
j=1

αij(xj − µj1)

6. 计算累计贡献率, λi 也代表对应主成分的方差

k∑
i=1

λi

p∑
i=1

λi
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以及主成分 i 的贡献率
PCi :

λi
p∑

j=1

λj

1.2.3 R 型分析

为了消除各属性量纲的影响, 先将各属性向量标准化再进行主成分分
析.
由于对于标准化向量有 R = nS(或 R = (n − 1)S), 同时在矩阵前乘上

一个常系数不会影响最后的 α 与累计贡献率, 且标准化不会影响相关矩阵,
所以这样的分析方法等价于从原数据的相关矩阵 R 出发进行主成分分析.
统计学上称这种方法为 R 型分析, 而称从原数据的协方差矩阵 S 出发

进行主成分分析的方法为 S 型分析. 两种分析的结果通常是不同的. 一般情
况下, 如果各属性的量纲不同, 通常采用 R 型分析.

1.3 例题

由于我们的考试是不允许使用计算器的, 应该不会让我们对太复杂的数
据进行主成分分析, 下面给出一个简单的例题.

1. 题目
假设我们有一个包含 4 个样本和 3 个具有相同量纲的属性的数据集.
4 个样本点的数据如下:

样本 x1 x1 x1

1 3 5 1
2 2 6 1
3 2 5 2
4 1 4 0

问题

(a) 计算样本协方差矩阵 S.

(b) 求 S 的特征值 (λ1 ≥ λ2 ≥ λ3) 和对应的单位特征向量.

(c) 计算各主成分的方差贡献率.

(d) 若需保留至少 80% 的总方差, 应保留至少几个主成分?
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(e) 解释原始数据是否需要标准化, 并说明原因.

解答

(a) 计算协方差矩阵 S

将数据矩阵 0 均值化:

X0 =


1 0 0

0 1 0

0 0 1

−1 −1 −1


计算 X⊤

0 X0:

X⊤
0 X0 =


1 0 0 −1

0 1 0 −1

0 0 1 −1




1 0 0

0 1 0

0 0 1

−1 −1 −1

 =


2 1 1

1 2 1

1 1 2


样本量 n = 4, 故协方差矩阵:

S =
1

n
X⊤

0 X0 =
1

4


2 1 1

1 2 1

1 1 2

 =


1
2

1
4

1
4

1
4

1
2

1
4

1
4

1
4

1
2



(b) 求特征值与特征向量

矩阵 S 的特征多项式为:

det(S − λI) = −(λ− 1)

(
λ− 1

4

)2

因此特征值为:
λ1 = 1, λ2 = λ3 =

1

4

对 λ1 = 1 解齐次方程组 (S − I)x = 0, 得到特征向量

ω1 =


1

1

1


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单位化得

u1 =
1√
3


1

1

1


对 λ2 = λ3 = 1

4
解齐次方程组 (S − 1

4
I)x = 0, 得到两个线性无关的特

征向量

ω2 =


1

−1

0

 , ω3 =


1

1

−2


它们已经是正交的了, 单位化得

u2 =
1√
2


1

−1

0

 , u3 =
1√
6


1

1

−2


综上

特征值: λ1 = 1, λ2 = λ3 =
1

4

单位正交特征向量:

u1 =
1√
3


1

1

1

 , u2 =
1√
2


1

−1

0

 , u3 =
1√
6


1

1

−2



(c) 方差贡献率

总方差:
λ1 + λ2 + λ3 =

3

2

各主成分贡献率:

PC1 :
λ1

λ1 + λ2 + λ3

=
2

3
≈ 66.67%

PC2 :
λ2

λ1 + λ2 + λ3

=
1

6
≈ 16.67%

PC3 :
λ3

λ1 + λ2 + λ3

=
1

6
≈ 16.67%
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(d) 保留主成分数

设保留 k 个主成分.

k = 1 时, 累计贡献率为
λ1

λ1 + λ2 + λ3

≈ 66.67% < 80%

k = 2 时, 累计贡献率为
λ1 + λ2

λ1 + λ2 + λ3

≈ 83.33% ≥ 80%

故需至少保留两个主成分.

(e) 标准化必要性

不需要标准化, 因为三个属性具有相同的量纲, 且数据范围接近.

2 奇异值分解

2.1 特征分解

学习过线性代数, 我们知道如果任意实对称矩阵 A 都有 n 个线性无关
的特征向量, A 可以被特征分解为

A = WΣW−1

其中, W 是这 n 个特征向量组成的矩阵, Σ 为对应特征值按顺序组成的对
角阵.
如果我们将特征向量组正交单位化, 那么 W 就会成为酉矩阵 (正交矩

阵), 即满足 WW⊤ = I, 也即 W⊤ = W−1.
那么矩阵 A 的特征分解就可以写成

A = WΣW⊤

事实上, 若有特征值 λ1 ≥ λ2 ≥ . . . ≥ λn 对应特征向量 ω1,ω2, . . . ,ωn, 上式
还可写为

A =
n∑

i=1

λiωiω
⊤
i
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2.2 奇异值分解

奇异值分解 (SVD) 是特征分解在任意矩阵上的推广.
假设矩阵 A 是一个 m× n 的矩阵, 那么定义矩阵 A 的 SVD 为:

A = UΣV⊤

其中 U 是一个 m×m 的矩阵,Σ 是一个 m× n 的矩阵, 并且除了主对角线
上元素以外全为 0, 主对角线上的每个元素都称为奇异值,V 是一个 n× n 的
矩阵.U 和 V 都是酉矩阵, 即满足:

U⊤U = I, V⊤V = I

经过推导, 如果设 A 的秩为 r, 则 A 的 SVD 会有如下形式

Am×n = Um×mΣm×nV⊤
n×n = Um×m

[
Λr×r O

O O

]
m×n

V⊤
n×n

其中 Λr×r =


√
λ1 √

λ2

. . .
√
λr


r×r

, λ1 ≥ λ2 ≥ . . . ≥ λr > 0 为 A⊤A

的 r个非零特征值. A⊤A的 r个非零特征值开根号
√
λ1,

√
λ2, . . . ,

√
λr 称为

A的正奇异值, A⊤A的 n个特征值开根号
√
λ1,

√
λ2, . . . ,

√
λr, 01, 02, . . . , 0n−r

即 A 的奇异值.
和特征分解类似地,若记A的所有正奇异值按降序排序为 σ1, σ2, . . . , σr,

则有

A =
r∑

i=1

σiuiv⊤
i

其中 ui 与 vi 分别为 U 和 V 的第 i 列. 似乎此式在实践中应用更多?

2.3 计算方法

SVD 的计算有两种方法, 可以从 A⊤A = VΣ2V⊤ 出发计算, 也可以从
AA⊤ = UΣ2U⊤ 出发计算. 设 A⊤A 与 A⊤A 的秩为 r.
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2.3.1 第一种计算方法

从 A⊤A = VΣ2V⊤ 出发计算 SVD 可以按照以下步骤.

1. 特征分解 A⊤A, 得到对角阵
[
Λ2

r×r O
O O

]
与酉矩阵 V, 使得

A⊤A = Vn×n

[
Λ2

r×r O
O O

]
V⊤

n×n

2. 将 V 拆分, 记

V = (V1,V2), V1 ∈ Rn×r,V2 ∈ Rn×(n−r)

3. 得到 U1 = AV1Λ
−1 , 则有 U1 ∈ Rm×r, 这是我们要求的 U 的一部分,

可以设 U1 = (u1, u2, . . . , ur).

4. 将 u1, u2, . . . , ur 扩充为标准正交基, 即将 U1 扩充为酉矩阵 U, 这有很
多办法:

(a) 观察法, 直接看出 U;

(b) 任意补充m−r个向量 u′
r+1, u′

r+2, . . . , u′
m,使得 u1, u2, . . . , ur, u′

r+1,

u′
r+2, . . . , u′

m 这 m 个向量线性无关, 使用 Gram-Schmidt 正交化
方法正交化, 最后单位化;

(c) 求 U⊤
1 x = 0 的基础解系, 再将基础解系单位正交化.

据汪建基老师讲, 对于考试的题目应该可以使用观察法 (

5. 得到 A 的 SVD

A = U
[
Λ O
O O

]
m×n

V⊤

一定不要忘记 V 的转置符号哦, 或者直接写出 V 的转置也可以; 还有
就是 Σ 要补成 m× n.

2.3.2 第二种计算方法

从 AA⊤ = UΣ2U⊤ 出发计算 SVD 可以按照以下步骤.
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1. 特征分解 AA⊤, 得到对角阵
[
Λ2

r×r O
O O

]
与酉矩阵 U, 使得

AA⊤ = Um×m

[
Λ2

r×r O
O O

]
U⊤

m×m

2. 将 U 拆分, 记

U = (U1,U2), U1 ∈ Rm×r,U2 ∈ Rm×(m−r)

3. 得到 V1 = A⊤U1Λ
−1 , 则有 V1 ∈ Rn×r, 这是我们要求的 V 的一部分,

可以设 V1 = (v1, v2, . . . , vr).

4. 将 v1, v2, . . . , vr 扩充为标准正交基, 即将 V1 扩充为酉矩阵 V.

5. 得到 A 的 SVD

A = U
[
Λ O
O O

]
m×n

V⊤

2.4 例题

1. 题目

用第一种方法求 A =

[
4 11 14

8 7 −2

]
的一个奇异值分解.

解答
首先计算

A⊤A =


80 100 40

100 170 140

40 140 200


解 |A⊤A − λI| = 0 得其特征值为 λ1 = 360, λ2 = 90, λ3 = 0, 对应有酉
矩阵

V =


1
3

− 2
3

2
3

2
3

− 1
3

− 2
3

2
3

2
3

1
3


由于 A⊤A 的秩为 2, 将 V 拆分得到

V1 =


1
3

− 2
3

2
3

− 1
3

2
3

2
3

 , V2 =


2
3

− 2
3

1
3


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根据特征值, 我们得到

Λ =

[
6
√
10 0

0 3
√
10

]
补充为 2× 3 的矩阵

Σ =

[
6
√
10 0 0

0 3
√
10 0

]
接下来求解 U, 首先有

U1 = AV1Λ
−1

=

[
4 11 14

8 7 −2

]
1
3

− 2
3

2
3

− 1
3

2
3

2
3


[
6
√
10 0

0 3
√
10

]−1

=

[
3√
10

1√
10

1√
10

− 3√
10

]
本应将 U1 扩充, 但其已经是 2× 2 的酉矩阵, 无需扩充, 故

U = U1 =

[
3√
10

1√
10

1√
10

− 3√
10

]
故 A 的 SVD 为

A = UΣV⊤

=

[
3√
10

1√
10

1√
10

− 3√
10

][
6
√
10 0 0

0 3
√
10 0

]
1
3

− 2
3

2
3

2
3

− 1
3

− 2
3

2
3

2
3

1
3


⊤

2. 题目

用第二种方法求 A =


1 −1

−2 2

2 −2

 的一个奇异值分解.

解答
计算 AA⊤:

AA⊤ =


1 −1

−2 2

2 −2


[
1 −2 2

−1 2 −2

]
=


2 −4 4

−4 8 −8

4 −8 8

 .
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易见其秩为 1. 特征分解得到酉矩阵

U =


1
3

2√
5

− 2
3
√
5

− 2
3

1√
5

4
3
√
5

2
3

0 5
3
√
5


与

Λ =
[
3
√
2
]

补充成 3× 2 的矩阵

Σ =


3
√
2 0

0 0

0 0


分割 U 得到

U1 =


1
3

− 2
3

2
3


计算 V1

V1 = A⊤U1Λ
−1

=


1 −1

−2 2

2 −2


⊤ 

1
3

− 2
3

2
3

[3√2
]−1

=

[
1√
2

− 1√
2

]
可以通过观察将其补充为酉矩阵

V =

[
1√
2

1√
2

− 1√
2

1√
2

]

故 A 的 SVD 为

A =


1
3

2√
5

− 2
3
√
5

− 2
3

1√
5

4
3
√
5

2
3

0 5
3
√
5



3
√
2 0

0 0

0 0


[

1√
2

1√
2

− 1√
2

1√
2

]⊤
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3 函数矩阵求导

3.1 函数矩阵的定义

以变量 x 的函数 aij(x) 为元素构成的矩阵称为函数矩阵. 函数矩阵的
运算性质 (加法、数乘、乘法、转置等) 与常数矩阵的运算性质相同.

3.2 函数矩阵的逆矩阵

设 A(x) 为 n 阶函数矩阵, 如果存在 n 阶函数矩阵 B(x), 对于任意的
x ∈ D 都有

A(x)B(x) = B(x)A(x) = En

则称 A(x) 在区间 D 上可逆,B(x) 是 A(x) 的逆矩阵, 记为 A−1(x).
求函数矩阵逆矩阵的方法与常数矩阵类似:

A−1(x) =
A∗(x)

|A(x)|

3.3 函数矩阵的导数

若函数矩阵 A(x) = [aij(x)]n×m 的所有元素 aij(x) 在区间 D 上对 x 处
处可导, 则称函数矩阵 A(x) 在区间 D 上对 x 可导, 其导数记为

A′(x) =
dA(x)

dx
=

[
daij(x)

dx

]
n×m

函数矩阵的导数为一同型函数矩阵, 其每个元素都是原函数矩阵对应元素的
导数.

3.4 函数矩阵导数运算的常用性质

1. 常数矩阵的导数为零矩阵.

2. [λA(x) + µB(x)]′ = λA′(x) + µB′(x) .

3. [A(x)B(x)]′ = A′(x)B(x) + A(x)B′(x) .

4. 若 A(x),A−1(x) 都可导, 则

[A−1(x)]′ = −A−1(x)A′(x)A−1(x)
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3.5 逆矩阵求导的计算方法

逆矩阵的导数可以通过两种方法计算.

1. 先计算出逆矩阵, 然后分别对每个元素求导.

2. 利用性质 (4)进行求导:[A−1(x)]′ = −A−1(x)A′(x)A−1(x).

例题: 函数矩阵 A(x) =

[
x 2x− 1

1 x

]
, x ̸= 1, 求 A−1(x) 的导数.

解: 基础的计算过程在此省略, 使用两种方法均可求出

A−1(x) = − 1

(x− 1)3

[
x+ 1 −2x

−2 x+ 1

]

4 矩阵的偏导与梯度

4.1 定义与关系

Jacobian 矩阵 1× n 行向量偏导算子记为

Dx ≜ ∂

∂x⊤ =

[
∂f(x)

∂x1

, . . . ,
∂f(x)

∂xn

]
当实值标量函数 f(X) 的变元为实值矩阵 X ∈ Rn×m 时, 其 Jacobian 矩阵
DXf(X) 定义为

DXf(X) ≜ ∂f(X)

∂X⊤ =

[
∂f(X)

∂xji

]
m×n

梯度矩阵 n× 1 列向量偏导算子记为

∇x ≜ ∂

∂x =

[
∂f(x)

∂x1

, . . . ,
∂f(x)

∂xn

]⊤
当实值标量函数 f(X)的变元为实值矩阵X ∈ Rn×m时,其梯度矩阵∇Xf(X)

定义为

∇Xf(X) ≜ ∂f(X)

∂X =

[
∂f(X)

∂xij

]
n×m

二者关系 实值标量函数 f(X) 的梯度矩阵等于其 Jacobian 矩阵的转置:

∇Xf(X) = D⊤
X f(X)
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4.2 偏导和梯度计算的常用法则

计算实值函数对向量或矩阵的偏导数的常用法则与标量函数类似:

1. 常数法则 若 f(X) = c 为常数, 则 ∂c
∂X = O.

2. 线性法则 若 f(X) 和 g(X) 为 X 的实值函数,c1 和 c2 为实常数, 则

∂[c1f(X) + c2g(X)]

∂X = c1
∂f(X)

∂X + c2
∂g(X)

∂X

3. 乘积法则 若 f(X)、g(X) 和 h(X) 都是 X 的实值函数, 则

∂[f(X)g(X)]

∂X = g(X)
∂f(X)

∂X + f(X)
∂g(X)

∂X

4. 商法则 若 g(X) ̸= 0, 则

∂[f(X)/g(X)]

∂X =
1

g2(X)

[
g(X)

∂f(X)

∂X − f(X)
∂g(X)

∂X

]
5. 链式法则 若 y = f(X) 和 g(y) 分别是以矩阵 X 和标量 y 为变量的
实值函数, 则

∂g(f(X))

∂X =
dg(y)

dy

∂f(X)

∂X

独立性基本假设 在进行偏导计算时, 通常假设向量变元 x 或矩阵变元 X
的元素之间是相互独立的.

4.3 偏导矩阵的计算

几个例题:

1.
∂x⊤a
∂x =

∂a⊤x
∂x = a

2.
∂∥x∥22
∂x =

∂x⊤x
∂x = 2x

3.
∂x⊤Ax
∂x = (A⊤ + A)x
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证明. 先将函数展开为求和形式:

∂x⊤Ax
∂x =

∂

∂x

(
n∑

j=1

n∑
k=1

ajkxjxk

)

则梯度向量的第 i 个元素为[
∂x⊤Ax
∂x

]
i

=
n∑

j=1

aijxj +
n∑

k=1

akixk

故其梯度向量为
∂x⊤Ax
∂x = (A⊤ + A)x

4.
∂a⊤Xb
∂x = ab⊤

5.
∂a⊤XX⊤b

∂x = (ab⊤ + ba⊤)X

证明. 先将函数展开为求和形式:

∂a⊤XX⊤b =
n∑

k=1

n∑
l=1

m∑
p=1

akblxkpxlp

则梯度矩阵的第 (i, j) 个元素为[
∂a⊤XX⊤b

∂x

]
ij

=

n∑
k=1

biakxkj +
n∑

l=1

aiblxlj

故其梯度矩阵为
∂a⊤XX⊤b

∂x = (ab⊤ + ba⊤)X

6.
∂tr(AX)

∂X =
∂tr(XA)

∂X = A⊤
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证明. 矩阵乘积的元素为

[AX]ij =
n∑

k=1

aikxkj

故矩阵乘积的迹为

tr(AX) =
n∑

i=1

n∑
j=1

aijxji

由此可得
∂tr(AX)

∂X =
∂tr(XA)

∂X = [aji]n×n = A⊤

7.
∂∥Wx∥22

∂x = 2W⊤Wx, ∂∥Wx∥22
∂W = 2Wxx⊤

证明. 先将函数展开:

∥Wx∥22 = (Wx)⊤Wx = x⊤W⊤Wx =
n∑

k=1

m∑
l=1

m∑
p=1

xlxpwklwkp

其对 x 的偏导可以参考例 3计算, 得到

∂x⊤W⊤Wx
∂x = 2W⊤Wx

其对 W 的梯度矩阵的第 (i, j) 个元素为[
∂x⊤W⊤Wx

∂W

]
ij

= 2xj

m∑
k=1

wikxk

故其对 W 的梯度矩阵为

∂x⊤W⊤Wx
∂W = 2Wxx⊤

5 伪逆和广义逆

5.1 前置知识

这里列出一些下面提到的, 我们上学期学过的线性代数知识点. 保证不
超纲:
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1. 值空间和核. 对于矩阵 A ∈ Rn×m, 其值空间为 R(A) = {Ax | x ∈ Rn},
核为 ker(A) = {x | Ax = 0}.

2. 秩-零度和定理:rank A+ dim ker(A) = n

3. 向量和子空间的正交: 对于向量 x 和子空间 V , 若 ∀v ∈ V, vTx = 0, 称
x ⊥ V .

5.2 伪逆

5.2.1 定义和性质

伪逆是一种针对满秩矩阵的概念. 对于秩为 r, 大小为 n×m 的矩阵 A,
如果:

• r = m ≤ n, 则存在唯一的左伪逆 L ∈ Rm×n 使得 LA = Im

• r = n ≤ m, 则存在唯一的左伪逆 R ∈ Rm×n 使得 AR = In

一个自然的点是, 如果 r = m = n, 则 L,R 退化到 A−1.
不难注意到一个特点: 无论左伪逆还是右伪逆, 形状都是 AT 的形状. 这

在记忆公式的时候非常有用.
左逆和右逆没有本质区别, 因为 RTAT = In, 所以 RT 是 AT 的左逆.
关于唯一性的证明不重要, 但还是附上, 以左伪逆为例:

如果存在 L1A = L2A = Im, 则:

• A 在 Rn 到 R(A) 上是一一映射, 则 L1, L2 在 R(A) 上是相
同的一一映射, 即 A 的逆映射.

• 由于 L1, L2秩为 n,则对于任何 y正交于 R(A),L1y = L2y =

0.

综上, 对于任意 y ∈ Rm, 将其分解为 y = yR + yN , 其中 yR ∈
R(A),yN 正交于 R(A), 则 L1y = L2y = LyR. 说明 L1 = L2.

5.2.2 计算

L,R 计算如下:

L = (ATA)−1AT

R = AT(AAT)−1
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以 L 为例进行说明:

引理: 若 r = m ≤ n, 即 A 列满秩, 则 ATA 可逆. 证明: 在 x ̸= 0

时, 由于 ATAx = 0 ⇒ xTATAx = 0 ⇔ Ax = 0, 但是 A 列满秩,
不存在 x ̸= 0, Ax = 0, 也就不存在 ATAx = 0, 所以 ATA 列满
秩. 而它又是方阵, 则 ATA 可逆.

既然存在 L, 说明 r = m ≤ n, 由引理 ATA ∈ Rm×m 是可逆, 则

LA = (ATA)−1ATA = Im

5.2.3 例题

计算如下矩阵的左伪逆:

A =


−1 0 1

1 0 0

1 −1 0

−1 0 1


答案: 计算得:

ATA =


4 −1 −2

−1 1 0

−2 0 2



(ATA)−1 =


1 1 1

1 2 1

1 1 1.5


所以:

L = (ATA)−1AT =


0 1 0 0

0 1 −1 0

0.5 1 0 0.5


5.3 普通广义逆

所谓广义逆, 是放弃了满秩要求后更一般的逆.
对于一般矩阵 A ∈ Rn×m, 当 r < min(n,m) 时, 不可能有任何矩阵 A−

满足 AA− = I 或 A−A = I. 此时的广义逆从线性方程组着手.
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对于理想的逆, 应该能够做到 x = A−y ⇔ Ax = y. 可惜 A 不可逆. 所
以我们退而求其次, 把充要条件换成充分条件: 若 x = A−y ⇒ Ax = y, 称
A− 是 A 的广义逆矩阵.
但是这个说法并不严谨, 因为没有对 y 的范围做限制, 否则当 A− 不是

单射的时候就不可能成立.
严谨的说,广义逆矩阵要满足:∀y ∈ R(A), A(A−y) = y.又因为 ∀x,Ax ∈

R(A), 所以:
∀x,AA−Ax = Ax

即 AA−A = A. 这就是广义逆的充要条件. 显然, 伪逆是一种特殊的广义逆.

5.4 穆尔-彭罗斯 (Moore–Penrose) 广义逆

广义逆不是唯一的. 有很多自由度:

1. 我们只规定了 ∀y ∈ R(A),A−y 应该取什么值. 但是对于 y ⊥ R(A), 我
们没有任何限制.

2. 我们只规定了 A(A−y) = y,但是没有指明 A−y 和 ker(A)的关系,A−y

即使不和 kerA 正交也完全满足要求.

如果我们进一步, 对 A−y 的取值做一些限定, 就会得到要求更强的广义
逆.M-P 逆从最小化 L2 范数出发, 做出了如下要求:

• 对于 y ∈ R(A), 我们希望 A−y ⊥ ker(A).

• 对于 y ⊥ R(A), 我们希望 A−y = 0.

这样的广义逆, 就是 Moore–Penrose 逆, 我们用 A+ 来表示.

这种逆的性质非常好, 如下图所示: 左下示意的是 ker(A) 子空
间, 右上示意的是 R(A) 子空间. 左上是行空间 R(AT), 它正交于
kerA, 他们的直和是 Rn(注意这个图的 A 是 m × n 的, 和前文
相反)；右下是左零空间 ker(AT), 它正交于 R(A), 它们的直和是
Rm. 这段话是”线性代数基本定理“, 在这里不展开.

M-P 逆是对空间的这种分割下最自然的逆: 在 R(A) 上, 它是 A

的逆映射；而在 ker(AT) 上, 它恒为零映射.
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图 1: Moore–Penrose 逆

5.4.1 四条件

上面补充的两个要求, 加上广义逆本身要求的 ∀y ∈ R(A), A(A−y) = y,
一共三个要求. 这三个要求和 M-P 四条件是等价的. 这四个条件是:

1. AA−A = A

2. A−AA− = A−

3. (AA+)T = AA+

4. (A+A)T = A+A

证明:
先证三条加强要求 =⇒ Penrose 四条件:

1. 条件 1 已显然: 三条要求中的第三条就是 AA−A = A.

2. 条件 2(A−AA− = A−)
任取 y ∈ Rm, 分两种情况讨论.

(a) 若 y ∈ R(A), 则 A−y ⊥ kerA, 又 A(A−y) = y, 即 A−y

就是 Ax = y 的唯一最小范数解. 而 A−AA−y = A−y.
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(b) 若 y ⊥ R(A), 则 A−y = 0,A−AA−y = A−A0 = 0 =

A−y.
综合即对任意 y,A−AA−y = A−y, 即 A−AA− = A−.

3. 条件 3(AA− 对称):
先观察 AA− 是 R(A) 上的正交投影. 对于 v, w ∈ Rm, 都有
⟨v,AA−w⟩ = ⟨AA−v, w⟩, 因为 AA− 映向的是 R(A),A− 反
解回到 R(AT ), 在分解正交的空间结构下 AA− 自然是对称
的.

4. 条件 4(A−A 对称):
同理,A−A 是 R(AT ) 上的正交投影, 亦对称.

再证 Penrose 四条件 =⇒ 这三条加强要求:

1. 首先,AA−A = A 保证只要 y ∈ R(A),A(A−y) = y(广义逆定
义).

2. A−AA− = A− 保证 A−y 是所有 Ax = y 解中惟一与 ker(A)
正交的那个. 这就是“最小范数”要求.

3. AA−、A−A 都是对称投影 (正交投影), 这意味着 A−y = 0

对于 y ⊥ R(A), 即将正交补映为零.

综上, 这三条加强要求与 Moore–Penrose 四条件充要等价.

这种逆矩阵是存在且唯一的.
存在性和唯一性的证明几乎是构造性的, 这一节的第一个引用块就几乎

说明了一切.

5.4.2 计算

可以通过 SVD 分解计算 M-P 逆矩阵:

• 对于对角矩阵 D, 其 M-P 逆 D+ 恰为 DT 中所有非零元素取倒数的
结果.

• 对于一般矩阵 A, 设其 SVD 分解为 A = UΣV T, 则其 M-P 逆为
A+ = V Σ+UT.
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这两个结果都可以通过带入四条件进行检验.
特别地, 如果 A 可逆, 退化为一般逆；如果 A 行满秩或列满秩, 退化为

对应伪逆.

5.4.3 例题

一、对于如下的 A,B, 验证他们互为 Moore-Penrose 伪逆:

A =


1 −1 −1

−1 1 1

0 0 0

1 1 1

 , B =


0.25 −0.25 0 0.5

−0.125 0.125 0 0.25

−0.125 0.125 0 0.25


答案: 代入计算四条件即可:

ABA = A

BAB = B

AB =


0.5 −0.5 0 0

−0.5 0.5 0 0

0 0 0 0

0 0 0 1



BA =


1 0 0

0 0.5 0.5

0 0.5 0.5


二、计算 A 的 Moore-Penrose 伪逆:

(1) A =


−1 0 0

0 0 0

0 0 2

0 0 0



(2) A =


−1 −1 −1

0 0 1

0 0 0

1 −1 0


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(3) A =


0 1 1

0 0 0

0 1 −1

0 −1 −1


答案:

(1) 是对角阵, 直接得到:A+ =


−1 0 0 0

0 0 0 0

0 0 0.5 0


(2) 是列满秩阵, 计算其左伪逆得到:

(ATA)−1 =


0.75 0.25 −0.5

0.25 0.75 −0.5

−0.5 −0.5 1



A+ =


−0.5 −0.5 0 0.5

−0.5 −0.5 0 −0.5

0 1 0 0


(3) 是一般矩阵, 计算其奇异值分解, 再计算其伪逆:

U =


√
2
2

0 −
√
2
2

0

0 0 0 1

0 −1 0 0

−
√
2
2

0 −
√
2
2

0



Σ =


2 0 0

0
√
2 0

0 0 0



V T =


0

√
2
2

√
2
2

0 −
√
2
2

√
2
2

1 0 0



A+ =


0 0 0 0

0.25 0 0.5 −0.25

0.25 0 −0.5 −0.25


注意计算时:
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• 有没有计算 Σ+, 是对 Σ 转置后取倒数.

• 是否算的是 V Σ+UT. 别把转置搞混了！

6 多元线性回归

6.1 建模

有很多办法可以把问题建模为线性方程组.比如,给定散点数据 X, y,其
中:

X =


xT
1

xT
2

...
xT
n

 , xi ∈ Rm, y ∈ Rn

(xi, yi) 是一组数据, 也许是某个复杂现象的自变量-因变量对. 这样的数据一
共有 n 组.
我们希望用线性方程来近似拟合这个一般函数. 也即用如下方程:

y = xTβ + b0

不妨记 x0 =

[
x
1

]
, β0 =

[
β

b0

]
, 方程重写如下:

y = xT
0 β0

β0 是参数, 也是我们做拟合需要求出的东西. 这样的话, 记:

X0 =


xT
1 1

xT
2 1
...

...
xT
n 1


求 β0 就是求解线性方程组 X0β0 = y. 这就是把线性拟合问题建模为线性方
程组的过程.
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6.2 M-P 逆求解

根据 M-P 逆的内容, 对于任何一般的方程组 Ax = y, 我们总有一个
M-P 逆解:

x̂ = A+y

这个解具有如下性质:

1. 若 y ∈ R(A), 即原方程组有至少一个解, 此时 x̂ ⊥ ker(A).

2. 否则可以拆分 y = yR + yN , 其中 yR ∈ R(A),yN ⊥ R(A), 则此时
x̂ = A+(yR + yN ) = A+yR.

6.2.1 有解情况

对于第一条, 我们回顾一下解线性方程组解的性质:

如果有解 (此时 y ∈ R(A)), 通解的格式为 x = �x + x0. 其中 �x 满
足 A �x = y, 而 x0 是任意 ker(A) 中的向量.

此时可能有很多解, 我们的 x̂ 有什么优势呢？
M-P 逆的优势在此: 在原方程组有解时,M-P 逆求得的解是所有解中

L2 范数最小的.

证明: 通解中的任何一个解都可以进行拆分:

x = xR + xN , xR ⊥ ker(A), xN ∈ ker(A)

由于通解的格式是 x = �x + x0, 那个能变化的 x0 ∈ ker(A), 所以
对于通解中的任意一个解, 拆分后得到的 xR 都是相同的, 变化
的部分只有 xN .

进一步, 考虑解的 L2 范数. 因为 xR 与 ker(A) 正交, 自然也与
xN 正交, 所以:

∥x∥2 = ∥xR∥2 + ∥xN∥2

前者对于通解中的所有解都是固定值, 而后者非负. 因此, 所有
通解中 L2 范数最小的那个必然满足 xN = 0, 也即 x = xR ⊥
ker(A). 而我们又知道,M-P 逆求得的解恰好满足 x̂ ⊥ ker(A), 所
以我们得到结论: 在原方程组有解时,M-P 逆求得的解是所有解
中 L2 范数最小的.
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6.2.2 无解情况

此时应用第二条性质. 把 y 拆分成 y = yR + yN , 其中 yR ∈ R(A),yN ⊥
R(A).
既然原方程组无解, 我们可以退而求其次, 求一个误差最小的解. 所谓误

差, 指的是这个向量:

e = y −Ax̂ = (yR −Ax̂) + yN

此时 M-P 逆的优势如下: 在原方程无解时,M-P 逆求得的解是误差 L2 范
数最小的, 而且是误差范数最小的解中自身 L2 范数最小的.

证明:运用和有解情况非常相似的分析方法:因为Ax̂ ∈ R(A), yR ∈
R(A), 所以括号项也在 R(A) 中；但是 yN ⊥ R(A), 所以上式的
L2 范数如下:

∥e∥2 = ∥yR −Ax̂∥2 + ∥yN∥2

第二项是和 x̂ 无关的, 所以最小化 ∥e∥ 就是要最小化 ∥yR −Ax̂∥.
不难发现这一项是可以取到 0的,因为 yR ∈ R(A),所以 Ax = yR

必然有解.

根据性质二,yR 的 M-P 逆解和 y 的 M-P 逆解是同一个；再根据
有解情况的分析,M-P 逆的解 x̂ 是所有解里范数最小的, 所以综
合来说,M-P 逆解是误差范数最小的, 而且是误差范数最小的解
中自身范数最小的.

6.2.3 总结

既然 M-P 逆求得的解在任何情况下都使得误差范数与自身范数同时最
小, 我们把这个解称作 Ax = y 的最小二乘解.

这个解在原方程有解时是 L2 范数最小的；在原方程无解时是使得误差
L2 范数最小的所有解中, 自身 L2 范数最小的.
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6.3 帽子矩阵

我们回到多元线性回归的情况. 我们已经将它建模成了 X0β0 = y 的形
式, 因而可以求出参数 β0 的最小二乘解:

β̂0 = X+
0 y

ŷ = X0X
+
0 y

这和帽子矩阵有什么关系呢？
是这样的, 最小二乘解适用于任何形态的方程, 无论它是过定还是欠定,

秩满还是秩亏. 但是在回归分析的时候, 最常见的情况是 n ≫ m, 即数据量
远大于参数量, 这种过定的情况下, 一般 X0 都是列满秩的, 即 n ≫ m+1 =

rank A.
此时,M-P 逆退化成左伪逆, 也即:

β̂0 = (XT
0 X0)

−1XT
0 y

ŷ = X0(X
T
0 X0)

−1XT
0 y

其中,X0(X
T
0 X0)

−1XT
0 是个 n× n 的对称矩阵, 被称为帽子矩阵 H.

所以, 所谓帽子矩阵, 其实是 M-P 逆在列满秩时,AA+ 的特殊情况.
这个矩阵是一个对称幂等阵, 即:

• HT = H

• Hn = H

• (I −H)n = I −H. 这一点可以展开后由第二点立刻得到.

而我们关心的另一个量 e = (I −H)y.

6.4 例题

已知一些测量的自变量-因变量值:

x -1 0 1 2
y 3 1 0 1

从先验知识知道,y 应该是 x 的二次函数, 求参数的最小二乘解和此时对 y

的最小二乘估计.
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答案: 假设 y = ax2 + bx+ c, 构造数据矩阵:

X0 =


1 −1 1

0 0 1

1 1 1

4 2 1

 , β0 =


a

b

c


计算得到:

(XT
0 X0)

−1 =


0.25 −0.25 −0.25

−0.25 0.45 0.15

−0.25 0.15 0.55



H =


0.95 0.15 −0.15 0.05

0.15 0.55 0.45 −0.15

−0.15 0.45 0.55 0.15

0.05 −0.15 0.15 0.95


所以:

β0 =


0.75

−1.45

0.85

 , ŷ =


3.05

0.85

0.15

0.95


参考图如下:

图 2: 最小二乘
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